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ПОБУДОВА МОДЕЛЕЙ ДЛЯ ПРОГНОЗУВАННЯ ЧАСОВИХ
РЯДIВ ЗАСТОСОВУЮЧИ МЕРЕЖI ДОВГОСТРОКОВОЇ

ПАМ’ЯТI

Дослiдження присвячено комплексному вивченню мереж довгої короткочасної пам’ятi
(ДКЧП). Дана архiтектура є видом рекурентних нейронних мереж (РНМ), у яких
з’єднання мiж вузлами утворюють граф, орiєнтований у часi. У дослiдженнi проводи-
ться огляд будови та роботи ДКЧП. Також здiйснюється аналiз матерiалiв i методiв.
У статтi проводяться експерименти: будуються рiзнi моделi для передбачення часових
рядiв. Аналiзуються отриманi результати дослiдження. У цьому дослiдженнi будуть
розглянутi цiннiсть ДКЧП з практичної сторони у планi застосування, в залежно-
стi вiд виду вхiдних даних, а також з теоретичної сторони, яка базуватиметься на
розумiннi будови блоку ДКЧП.

Ключовi слова: довга короткочасна пам’ять, рекурентна нейронна мережа, машинне
навчання, k-nearest neighbors, Long short term memory, Root mean square error.

1. Вступ. В своєму принципi РНМ можуть використовувати свою внутрiшню
пам’ять для зберiгання представлень останнiх вхiдних подiй у формi активацiй
(короткочасної пам’ятi), а також для обробки довiльних послiдовностей входiв.
Це робить їх потенцiйно важливими для багатьох застосункiв, зокрема розпi-
знавання мовлення, розпiзнавання несегментованого неперервного рукописного
тексту та композицiї музики.

Не зважаючи на свої переваги, в таких традицiйних РНМ, як зворотному
поширенню в часi (Werbos, 1988) або рекурентному навчаннi в реальному часi
(Robinson & Fallside, 1987) iснує проблема зникання або вибухання зворотно
поширюваних похибок [1, 3]. Це в свою чергу спричиняє повiльну роботу про-
грами або взагалi її припинення, коли часовi затримки мiж важливими подiями
є занадто великими.

Для усунення даних недолiкiв, було запропоновано новий метод побудо-
ви РНМ: довгої короткочасної пам’ятi (Sepp Hochreiter & Jürgen Schmidhuber,
1997) [1, 5]. Будова ДКЧП призначена для подолання цих проблем iз зворотним
потоком помилок. Дана мережа може навчитися асоцiювати важливi подiї при
часових затримках невiдомої тривалостi, якi перевищують 1000 крокiв, навiть
у випадку шумних, нестиснутих вхiдних послiдовностей. Це досягається ефе-
ктивним, заснованим на градiєнтi, алгоритмом для даної архiтектури, який за-
безпечує постiйний потiк помилок через внутрiшнi стани спецiальних одиниць
ДКЧП.
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Ефективнiсть даної мережi, а також її нечутливiсть до довжини часових
промiжкiв мiж важливими подiями дає ДКЧП перевагу в численних застосува-
ннях над традицiйними РНМ, прихованими марковськими моделями та iншими
методами навчання послiдовностей. Всi переваги мережi ДКЧП привели до її
застосування в багатьох сферах iнтелектуального аналiзу даних, а саме: визна-
чення аномалiй в часових рядах, прогнозування: фiнансового ринку, швидкостi
дорожнього руху, температури поверхнi моря i т.д. Все бiльшої популярностi
набувають технологiї узагальнення по тексту чи вiдеозаписi, адже кожного дня
генерується така кiлькiсть вiдео, що для їх перегляду необхiдно понад 82 ро-
ки. Необхiднiсть автоматичних iнструментiв для аналiзу та розумiння великої
кiлькостi даних стверджують про актуальнiсть обраної теми, вивчення якої в
данiй роботi надасть новий ракурс аналiзу мереж ДКЧП.

Метою виконання даного дослiдження полягає у ефективностi мереж ДКЧП
для застосувань навчання з досвiду з метою передбачення часових рядiв, а саме
пошук тенденцiї в даних часових рядах. Для здiйснення заданої мети служать
наступнi завдання:
– З’ясувати способи використання ДКЧП в рiзних методах машинного на-
вчання (МН).

– Розглянути приклади задач з використанням ДКЧП.
– Провести порiвняння обробки та передбачення часових рядiв з iншими вi-
домими методами.
2. Огляд лiтературних джерел. Для розумiння аспектiв та принципiв

мереж ДКЧП, аналiзу та пiдсумовування iснуючих пiдходiв та методiв, якi ви-
користовуються при побудовi даних мереж, було проведено аналiз лiтературних
джерел, результати якого будуть використаннi при проведеннi дослiджень, опи-
саних в наступних роздiлах.

Стаття “Long Short-Term Memory” дозволила дiзнатись детальний опис пе-
реваг ДКЧП та результати практичних дослiджень, якi дали можливiсть чiтко
побачити переваги та користь даної архiтектури РНМ (Sepp Hochreiter & Jurgen
Schmidhuber) [2, 14]. Змiна способу побудови блоку рекурентних нейронних ме-
реж а також створення нового алгоритму заснованого на градiєнтi, створило
цiлком нову архiтектуру, яка значно перевершує в точностi традицiйнi РНМ, а
також усуває проблему iз зворотним потоком помилок, що робить її нечутливою
до довжини часових промiжкiв мiж важливими подiями.

Якiсно новим стало звернення до статтi “Improved Semantic Representations
From Tree-Structured Long Short-Term Memory Networks” [3, 5, 15], що дозволило
дiзнатись про покращену будову ДКЧП, де замiсть базової структури лiнiйного
ланцюга, було представлено узагальнення ДКЧП до деревоподiбної структури
топологiї мережi (Kai Sheng Tai, Richard Socher, Christopher D. Manning) [4, 5,
10]. Це в свою чергу, призвело до того, що дана мережа перевершила всi iснуючi
системи та сильнi базовi показники звичайних ДКЧП.

3. Методи та засоби дослiдження. Мережа ДКЧП є штучною ней-
ронною мережею, яка завдяки своїй будовi, яка мiстить вузли ДКЧП, не має
проблеми зникання градiєнту, на вiдмiну вiд традицiйних РНМ. Вузол ДКЧП
– це вузол рекурентної нейронної мережi, який видiляється запам’ятовуванням
значень для довгих, або коротких промiжкiв часу. Ключем до цiєї здатностi є
наявнiсть у будовi вузла - рекурентного вентиля, який називають “забувальним”

Роздiл 2: Iнформатика, комп’ютернi науки та прикладна математика
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[4, 8, 18]. Таким чином, значення, що зберiгаються, не розплющуються iтератив-
но з плином часу, коли мiж значеннями великий промiжок, i члени градiєнту не
мають схильностi розмиватися, коли для їх тренування застосовується зворотне
поширення в часi.

Мережi ДКЧП часто втiлюють у блоках, якi складаються з вузлiв ДКЧП.
Така конструкцiя є типовою для глибинних багатошарових нейронних мереж,
адже вона дає можливiсть реалiзацiї на паралельному апаратному забезпеченнi
[2, 7, 17].

Типовий блок ДКПЧ мiстить три вентилi (gates), якi використовуються для
керування потоку iнформацiї до або з їхньої пам’ятi. Цi вентилi реалiзованi iз
застосуванням логiстичних функцiй, а саме сигмоїдної для обчислення значень
мiж 0 та 1. Наприклад, “вхiдний” вентиль керує мiрою, до якої нове значення
входить в пам’ятi. “Забувальний” вентиль керує мiрою, до якої значення зали-
шається в пам’ятi. А “вихiдний” вентиль керує мiрою, до якої значення в пам’ятi
використовується для обчислення активування виходу з блоку [6, 10, 12].

Єдинi ваги, якi є в блоцi ДКЧП (𝑊 та 𝑈), використовуються для спрямо-
вування дiї вентилiв. Цi ваги застосовуються мiж значеннями, якi надходять в
блок (включно з вхiдним вектором 𝑥𝑡 та виходом з попереднього моменту часу
ℎ𝑡−1) та кожним iз вентилiв (Формула 1) [11, 13, 16]. Отже, блок ДКЧП визна-
чає, яким чином пiдтримувати свою пам’ять як функцiю вiд цих значень, яка
мiнiмiзує втрати. Данi блоки зазвичай тренують за допомогою алгоритму зво-
ротного поширення в часi.

Традицiйна ДКЧП iз “забувальними” вузлами представлена на Рис. 1.

Рис. 1. Будова блоку ДКЧП

𝑓𝑡 = 𝜎𝑔 (𝑊𝑓𝑥𝑡 + 𝑈𝑓ℎ𝑡 − 1 + 𝑏𝑓 )

𝑖𝑡 = 𝜎𝑔(𝑊𝑖𝑥𝑡 + 𝑈𝑖ℎ𝑡 − 1 + 𝑏𝑖)

𝑜𝑡 = 𝜎𝑔(𝑊𝑜𝑥𝑡 + 𝑈𝑜ℎ𝑡 − 1 + 𝑏𝑜) (1)

𝑐𝑡 = 𝑓𝑡 ∘ 𝑐𝑡 − 1 + 𝑖𝑡 ∘ 𝜎𝑐(𝑊𝑐𝑥𝑡 + 𝑈𝑐ℎ𝑡 − 1 + 𝑏𝑐)

ℎ𝑡 = 𝑜𝑡 ∘ 𝜎ℎ(𝑐𝑡),

де ∘ - позначає добуток Адамара (по-елементний матричний добуток);
Змiннi (нижнiй iндекс 𝑡 вказує на час):

𝑥𝑡 – “вхiдний” вектор;
ℎ𝑡 –“вихiдний” вектор (ℎ0 = 0);
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𝑐𝑡 – вектор стану комiрки (𝑐0 = 0);
𝑊 , 𝑈 i 𝑏 – матрицi та вектор параметрiв;
𝑓𝑡, 𝑖𝑡 та 𝑜𝑡– вектори вентелiв;
𝑓𝑡 – вектор “забувального” вентиля. Вага пам’ятання старої iнформацiї;
𝑖𝑡–вектор “вхiдного” вентиля. Вага отримання нової iнформацiї;
𝑜𝑡–вектор “вихiдного” вентиля, вирiшує яку iнформацiю подавати на вихiд.

Функцiї активацiї:
𝜎𝑔 – в оригiналi є сигмоїдною функцiєю;
𝜎𝑐 – в оригiналi є гiперболiчним тангенсом;
𝜎ℎ – в оригiналi є гiперболiчним тангенсом.

Експерименти. Аналiз часових рядiв вiдноситься до аналiзу змiни тен-
денцiї даних протягом певного перiоду часу й має рiзноманiтне застосування.
Одним iз таких додаткiв є прогнозування майбутньої вартостi товару на основi
його минулих значень. Прогнозування майбутнiх цiн на акцiї є, мабуть, найкра-
щим прикладом такого застосування [5, 9, 10].

Метою виконання даного завдання є побудова мережi довгої короткочасної
пам’ятi з метою передбачення тенденцiй даних за певний перiод часу та порiв-
няння отриманих результатiв з результатами, отриманими за допомогою iнших
методiв машинного навчання [6, 11, 18].

Для програмної реалiзацiї був обраний датасет Apple Inc. (AAPL), який був
завантажений з сайту з finance.yahoo.com. Для навчання наших алгоритмiв ми
будемо використовувати цiни акцiй Apple з 2 сiчня 2013 року по 26 лютого
2021 року. Для прогнозування ми будемо використовувати цiни акцiй Apple за
березень 2021 року. Зразок даних наведено на Рис. 2.

Рис. 2. Структура даних статистики цiн на акцiї Apple з 2013 по 2021 роки

Як можемо побачити датасет складається з наступних 6 атрибутiв:
– Date - дата (об’єкт дати i часу);
– Open – цiна пiд час вiдкриття (неперервне значення);
– High – найвища цiна (неперервне значення);
– Low – найнижча цiна (неперервне значення);
– Close – цiна пiд час закриття (неперервне значення);
– Volume – обсяг (неперервне значення).
При роботi з такими часовими рядами, як: цiни на акцiї певних компанiй

або ж цiни на криптовалюти нас найбiльше цiкавлять Open та Close цiни.

Роздiл 2: Iнформатика, комп’ютернi науки та прикладна математика
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Як ми знаємо, цiни на фондовому ринку є вкрай непередбачуваними та не-
стабiльними. Це означає, що в даних часових рядах немає вiдповiдних законо-
мiрностей, якi б дозволили майже iдеально змоделювати цiни протягом певного
вiдрiзку часу [13, 15].

Проте, ми принаймнi можемо створити таку модель машинного навчання,
завдяки якої ми зробимо такi передбачення, якi корелюють з фактичною по-
ведiнкою даних. Iншими словами, нам потрiбно передбачити лише коливання
майбутньої цiни акцiї, а не її точнi значення.

Оскiльки ми будемо передбачувати цiну акцiй пiд час закриття (close), то
нас не цiкавлять iншi колонки, тому ми видалимо їх з дата сету (Рис. 3).

Рис. 3. Датасет пiсля видалення зайвих колонок

Як можемо побачити на Рис. refimage3, пiсля видалення зайвих колонок ми
отримали датасет залежностi мiж датою та цiною за одиницю акцiї Apple.

Якщо вiзуалiзувати дану залежнiсть: цiни за одиницю акцiї пiд час закриття
(close) вiдносно дати, то можна побачити наступний Рис. refimage4.

Як можемо побачити на Рис. 4, тенденцiя є вкрай нелiнiйною, що робить
важким завданням її(тенденцiю) вловити, використовуючи дану iнформацiю.
Ще одну рiч, яку можемо побачити є те, що цiни за одиницю акцiї Apple близь-
кi до 2021 року є значно вищими нiж цiни до 2019 року, що ускладнює наше
завдання в знаходженнi кореляцiї мiж даними. Саме для такого завдання нам
пригодиться потужнiсть мережi довгої короткочасної пам’ятi, а також ми змо-
жемо на наглядному прикладi переконатися в перевагах даних мереж вiдносно
iнших методiв машинного навчання [7, 9].

Для того, щоб вивчити вплив прогнозуючих сил у фiнансових часових рядах
ми побудували одну традицiйну модель часових рядiв, двi базовi моделi машин-
ного навчання, а також двi моделi глибинного навчання. Даними моделями є:
– Рухоме середнє;
– Лiнiйна регресiя;
– K-найближчих сусiдiв (KNN);
– Стандартна мережа довгої короткочасної пам’ятi (LSTM);
– Розширена мережа довгої короткочасної пам’ятi, яка має кiлька додаткових
прихованих шарiв ДКЧП (Stacked-LSTM).
Для оцiнки даних моделей ми будемо використовувати середньоквадратичну

помилку (RMSE) в якостi метрики ефективностi моделi, а також вiзуалiзованi
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Рис. 4. Тенденцiя цiни на акцiї Apple

отриманi данi для кращого розумiння точностi вiдтворення тенденцiї цiни на
акцiї Apple.

Програмна реалiзацiя даних моделей виконувалась за допомогою високорiв-
невої мови програмування Python. Для побудови базових моделей машинного
навчання була використана бiблiотека scikit-learn, а для побудови моделей гли-
бокого навчання – бiблiотеки keras та tensorflow.

“Середнє” є однiєю з базових арифметичних дiй, яку ми часто використо-
вуємо в повсякденному життi. Наприклад знаходження середньої температури
за кiлька останнiх днiв, щоб знати приблизну температуру сьогоднi. Отже це є
хорошою вiдправною точкою в використаннi її на нашому датасетi, щоб перед-
бачити цiну акцiй Apple.

Передбачена цiна для кожного дня буде середнiм вiд набору ранiше спостере-
жених значень. Замiсть того, щоб використовувати просте середнє, ми застосує-
мо алгоритм рухомого середнього, який використовує найновiший набiр значень
для кожного передбачення [8]. Iншими словами, для кожного наступного кроку
передбачуванi значення враховуються, вилучаючи найстарiше спостережуване
значення з набору. Для бiльш легкого розумiння даний алгоритм зображений
на Рис. 5.

Застосувавши модель рухомого середнього, ми отримали наступнi резуль-
тати: Середньоквадратична помилка дорiвнює 7.654, що є не надто хорошим
значенням.

Як ми можемо побачити на Рис. 6, передбачення, зробленi за допомогою
нашої модель, не корелюють з фактичною поведiнкою, що вказує на те, що
алгоритм не впорався з вiдшуканням тенденцiї на цiну акцiй Apple. Перейдемо
до моделей машинного навчання.

Найпростiшим алгоритмом машинного навчання, який ми можемо застосу-
вати до даних такого типу є лiнiйна регресiя. Модель лiнiйної регресiї повертає
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Рис. 5. Алгоритм рухомого середнього

Рис. 6. Передбачення цiни на акцiї Apple при використаннi рухомого
середнього

рiвняння, яке визначає взаємозв’язок мiж незалежними змiнними та залежною
змiнною.

Рiвняння для лiнiйної регресiї можна зобразити наступним чином (Форму-
ла 2):

𝑌 = 𝜃1𝑥1 + 𝜃2𝑥2 + . . . 𝜃𝑛𝑥𝑛, (2)

де 𝑥1, 𝑥2, . . . , 𝑥𝑛 представляють незалежнi змiннi, тодi як коефiцiєнти 𝜃1, 𝜃2, . . . , 𝜃𝑛
представляють ваги.

Для вирiшення проблеми ми не маємо набору незалежних змiнних, а лише
дати i вiдповiднi їм цiни на акцiї Apple. Тому ми використаємо стовпець дати
для вилучення таких характеристик, як – день тижня, початок/кiнець мiсяця,
рiк тощо, за допомогою бiблiотеки fastai.

Як можемо побачити на Рис. 7, новоутворений датасет окрiм дати та цi-
ни акцiй пiд час закриття (close) мiстить низку додаткових незалежних змiн-
них таких як: день тижня/мiсяця/року, номер тижня, початок/кiнець мiся-
ця/четвертi/року, за допомогою яких ми будемо будувати нашу модель для
передбачень.
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Рис. 7. Утворений датасет з додатковими змiнними

Застосувавши модель лiнiйної регресiї, ми отримали наступнi результати:
Середньоквадратична помилка дорiвнює 46.458, що однозначно не є хорошим
показником.

Рис. 8. Передбачення цiни на акцiї Apple при використаннi лiнiйної регресiї

Як можемо побачити на Рис. 8, через те, що значення цiн сильно вiдрiзняю-
ться мiж роками, наша модель перенавчається вiдносно колонок дати та мiсяця,
тому нашi передбачення не дають суттєвого результату.

Замiсть того, щоб враховувати попереднi значення з точки прогнозування,
модель враховує значення з аналогiчної дати мiсяць тому, або тiєї ж дати/мiсяця
проте рiк тому.

Якщо ж спробувати нормалiзувати данi по рiзним промiжкам часу (batch
normalization) i побудувати модель по отриманих даних, то ми отримаємо насту-
пний результат: Середньоквадратична помилка дорiвнює 6.61, що вже є кращим
показником, нiж минулий результат, проте не є достатньо хорошим.

Як можемо побачити на Рис. 9, ми отримали однозначно кращий результат
на нормалiзованих даних, в порiвняннi з передбаченнями зроблених по звичай-
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Рис. 9. Передбачення цiни на акцiї Apple (нормалiзованi) при використаннi
лiнiйної регресiї

них даних. Проте як ми можемо побачити на графiку, передбачення, зробленi
за допомогою нашої модель, не корелюють з фактичною поведiнкою, а отже
наша модель не справилась з поставленим завданням.

Так само як i лiнiйна регресiйна модель, даний алгоритм базується на неза-
лежних змiнних – знаходить схожiсть мiж новими та старими даними.

Алгоритм KNN може бути використаний як для задач класифiкацiї, так i
для регресiйних проблем. Даний алгоритм використовує “подiбнiсть ознак” для
прогнозування значень будь-яких нових даних. Це означає, що новим точкам
присвоюються значення на основi того, наскiльки вони схожi на точки в на-
вчальному наборi.

Даний алгоритм складається з трьох крокiв:
– Першим кроком є розрахунок вiдстанi мiж новою точкою i всiма точками в
тренувальному датасетi. Iснують рiзнi методи розрахунку даних вiдстаней,
серед яких найбiльш вiдомими є: Евклiдова вiдстань, Манхеттенська ме-
трика (для безперервних даних) та вiдстань Хеммiнга (для категорiальних
даних).

– Другим кроком є вибiр значення 𝑘, яке визначає кiлькiсть найближчих сусi-
дiв, якi ми будемо розглядати, при присвоєннi значення будь-якому новому
спостереженню. Для його виконання була використана функцiя Grid Search
CV, за допомогою якої ми змогли пiдiбрати найкраще значення 𝑘 для нашої
проблеми.

– Третiм кроком є передбачення значення нового спостереження, шляхом
розрахунку середнього мiж значеннями 𝑘 найближчих сусiдiв, визначених
в другому кроцi.
Як i для лiнiйної регресiї, для побудови моделi, заснованої на алгоритмi

KNN, нам необхiдно, щоб нашi данi мали набiр незалежних змiнних, тому ми
використаємо датасет, утворений для побудови лiнiйної регресiї (Рис. 10).

Застосувавши модель K-найближчих сусiдiв, ми отримали наступнi резуль-
тати: Середньоквадратична помилка дорiвнює 103.02, що, як i в випаду лiнiйної
регресiї, також є однозначно не хорошим показником.

Як можемо побачити на Рис. 10, через те, що значення цiн сильно вiдрiзня-
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Рис. 10. Передбачення цiни на акцiї Apple при використаннi KNN

ються мiж роками, наша модель, заснована на алгоритмi KNN, так само як i
лiнiйна регресiя, перенавчається вiдносно колонок дати та мiсяця, тому нашi
передбачення не дають суттєвого результату.

Спробуємо, як i для лiнiйної регресiї, нормалiзувати данi по рiзним про-
мiжкам часу (batch normalization) i побудувати модель по отриманих даних:
Середньоквадратична помилка дорiвнює 6.74, що вже є кращим показником,
нiж минулий результат, проте не є достатньо хорошим.

Рис. 11. Передбачення цiни на акцiї Apple (нормалiзованi) при використаннi
KNN

Як можемо побачити на Рис. 11, ми отримали однозначно кращий результат
на нормалiзованих даних, в порiвняннi з передбаченнями зроблених по звичай-
них даних.

Також можемо побачити, що на вiдмiну вiд лiнiйної регресiї, наша модель,
заснована на алгоритмi KNN, наближено вiдтворила тенденцiю на цiну акцiй
Apple. Проте, отриманi передбачення не надто добре корелюють з фактичною
поведiнкою, особливо на середньому промiжку, тому спробуємо добитись кра-
щого результату, за допомогою побудови iнших моделей.

Для обох моделей LSTM для прихованих шарiв використовувалась функцiя
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активацiї гiперболiчного тангенса, а для вихiдних шарiв – сигмоїдна функцiя
активацiї, було практично доведено, що цi функцiї активацiї показують кращi
результати для даного часового ряду, нiж iншi функцiї активацiї. Також ми
застосували 20% вiдкидання (dropoutrate) для кожного прихованого шару, як
звичайний метод регуляризацiї, щоб уникнути проблеми перенавчання. Ми ви-
користали оптимiзацiйний алгоритм Адама для вивчення параметрiв, а середню
квадратичну помилку- як функцiю втрат.

Щоб збiльшити швидкiсть навчання та збiльшити збiжнiсть, ми використо-
вуємо так званi “mini-batches” пiд час тренування. Ми спробували велику кiль-
кiсть розмiрiв “mini-batches” i дослiдили, що найкращим розмiром, який слiд
використовувати є 30, оскiльки бiльший розмiр не гарантує збiжнiсть i є вели-
кий шанс потрапити у сiдлову точку.

Також для покращення точностi передбачення наших мереж, а також при-
швидшення тренування їх тренування, ми застосували функцiю GridSearch, зав-
дяки якiй ми пiдiбрали найблiльш пiдходящi гiперпараметри для наших моде-
лей.

Через високу стохастичнiсть фiнансових часових рядiв ми побудуємо двi рi-
знi моделi ДКЧП: стандартну мережу ДКЧП та розширену мережу довгої ко-
роткочасної пам’ятi, яка має кiлька додаткових прихованих шарiв ДКЧП, а та-
кож порiвняємо їх продуктивнiсть. Очiкувалось, що розширена мережа ДКЧП
може краще вловити тенденцiю цiни на акцiї Apple через свою бiльш складну
структуру. Однак нашi експерименти показали протилежнi результати, що ми
обговоримо пiзнiше.

Застосувавши стандартну мережу довгої короткочасної пам’ятi, ми отрима-
ли наступнi результати: Середньоквадратична помилка дорiвнює 2.617, що є
достатньо малим значенням, що вказує на високу подiбнiсть даних.

Рис. 12. Передбачення цiни на акцiї Apple при використаннi стандартної
мережi ДКЧП

Як можемо побачити на Рис. 12, на вiдмiну вiд всiх попереднiх моделей, на-
ша стандартна мережа ДКЧП, достатньо точно вiдтворила тенденцiю на цiну
акцiй Apple, а саме передбачила, де наша цiна буде пiднiматись, а де опуска-
тись. Також ми можемо дiзнатись приблизнi мiри падiння i пiднiмання цiни i
робити вiдповiднi висновки з цього. Отриманi передбачення добре корелюють
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з фактичною поведiнкою, що вказує на те, що наша мережа добре впоралась з
поставленим завданням.

Розширена мережа довгої короткочасної пам’ятi, яка має кiлька додаткових
прихованих шарiв ДКЧП (Stacked-LSTM).

Для побудови даної розширеної моделi ми добавили 3 додаткових прихо-
ваних шарiв ДКЧП. Застосувавши розширену мережу довгої короткочасної
пам’ятi, ми отримали наступнi результати: Середньоквадратична помилка до-
рiвнює 3.14, що, як i в випадку зi стандартною мережею, є достатньо малим
значенням, проте одразу можна зробити висновки, що дана мережа гiрше пе-
редбачила цiну на акцiї Apple.

Рис. 13. Передбачення цiни на акцiї Apple при використаннi розширеної
мережi ДКЧП

Як можемо побачити на Рис. 13, дана розширена мережа не так точно вiд-
творює тенденцiю цiни на акцiї Apple, як стандартна мережа, проте в порiвнян-
нi з iншими методами, застосованими в данiй роботi вона показала достатньо
хорошi результатi. За допомогою даної мережi ми досi можемо передбачува-
ти чи цiна пiднiметься, чи знизиться, проте не можемо робити передбачення
про мiру падiння/пiднiмання цiни. Отриманi передбачення, за допомогою да-
ної розширеної мережi, хоч i не настiльки добре як зi стандартною мережею,
проте корелюють з фактичною поведiнкою, що вказує на те, що наша мережа
достатньо добре впоралась з поставленим завданням.

Результати дослiдження. Основною метою даної роботи було дослiдже-
ння ефективностi мереж ДКЧП в передбаченнi часових рядiв, а саме пошук
тенденцiї в даних часових рядах, а також порiвняння її ефективностi з iншими
вiдомими методами.

Для виконання даного завдання було побудовано п’ять моделей часових ря-
дiв, застосувавши наступнi методи:

1. Рухоме середнє (традицiйна модель часових рядiв)
Алгоритмом створення даної моделi є: передбачена цiна для кожного дня бу-

де середнiм вiд набору ранiше спостережених значень(вилучаючи найстарiше
спостережуване значення з набору), що можна представити наступною форму-
лою 3:
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𝑎𝑆𝑀 =
𝑥𝑛−𝑀 + 𝑥𝑛−(𝑀−1) + . . .+ 𝑥(𝑛−1)

𝑀
=

1

𝑀

𝑀−1∑︁
𝑖=0

𝑥𝑛−(𝑀−𝑖), (3)

де 𝑥𝑛 – значення за певний промiжок часу (в нашому випадку за один день);
𝑀 – промiжок часу, вiдносно якого ми будемо вираховувати середнє.
Перевагою даного алгоритму є швидке виконання передбачення (0.7 с).
Недолiком даного алгоритму є те, що передбачення, зробленi за допомогою

нього, показують лише наближену цiну на акцiї, яка не корелює з фактичними
даними.

2. Лiнiйна регресiя (базова модель МН)
Рiвняння для лiнiйної регресiї представлене у формулi 3. Перевагою вико-

ристання даної моделi є швидке виконання передбачення (0.003 с).
Недолiками її використання є: передбачення, зробленi за допомогою неї, як i

в випадку з алгоритмом рухомого середнього, показують лише наближену цiну
на акцiї, яка не корелює з фактичними даними.

Для того, щоб уникнути проблеми з перенавчанням, потрiбно додатково нор-
малiзувати данi по певним промiжкам часу (batch normalization).

3. K-найближчих сусiдiв (базова модель МН)
Алгоритмом створення даної моделi є:
– На першому кроцi потрiбно розрахувати вiдстанi мiж новою точкою i всiма
точками в тренувальному датасетi.

– Другим кроком є знаходження 𝑘 найближчих сусiдiв (𝑘-визначене наперед).
– Третiм кроком є передбачення значення нового спостереження, шляхом
розрахунку середнього мiж значеннями 𝑘 найближчих сусiдiв, визначених
в другому кроцi.
Перевагами використання даного алгоритму є:
– Швидке виконання передбачення (0.004 с).
– Наближене вiдтворення тенденцiї на цiну.
Недолiками використання даної моделi є:
– Як i в випадку з лiнiйною регресiєю, для того, щоб уникнути проблеми з пе-
ренавчанням, потрiбно додатково нормалiзувати данi по певним промiжкам
часу (batch normalization).

– Хоч тенденцiя i є наближено вiдтвореною, проте недостатньо точно, а от-
же ми можемо використовувати її лише як орiєнтир для подальших дослi-
джень.
4. Стандартна мережа ДКЧП (модель глибинного навчання)
Перевагою використання даної мережi є те, що в порiвняннi з iншими ме-

тодами, дана мережа вiдтворює тенденцiю на цiну досить точно, що i є найва-
жливiшим критерiєм в данiй роботi.

Хоча час тренування склав 109 с, проте це не є недолiком, адже це вiдносно
невеликий час для тренування моделей МН.

5. Розширена мережа довгої короткочасної пам’ятi, яка має кiлька додатко-
вих прихованих шарiв ДКЧП (Stacked-LSTM)

Перевагою використання даної мережi є те, що дана мережа досить добре
вiдтворює тенденцiю на цiну (краще впоралася з цим, порiвнюючи з традицiй-
ною моделлю часових рядiв i базовими моделями МН).

Недолiками використання даної мережi є:
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– Не настiльки хороша точнiсть вiдтворення тенденцiї в порiвняннi зi стан-
дартною мережею.

– Довший час тренування, в порiвняннi зi стандартною мережею ДКЧП (911 с).
Отже, давайте пiдсумуємо усi результати, отриманi при виконаннi попере-

днього роздiлу у наступнiй таблицi 1.

Таблиця 1.
Результати передбачень рiзними моделями

Модель
Час

виконання, с
RMSE

Кореляцiя передбачених
даних з фактичними

Рухоме середнє 0.7 7.654
Вiдсутня кореляцiя

(Рис. 6)
Лiнiйна
регресiя

0.003 6.61
Вiдсутня кореляцiя

(Рис. 8)

KNN 0.004 6.74
Часткова кореляцiя

(Рис. 11)
Стандартна

мережа ДКЧП
109.3 2.617

Хороша кореляцiя
(Рис. 12)

В Табл. 1 ми можемо переглянути пiдсумок результатiв нашого дослiдже-
ння. Давайте перейдемо до аналiзу отриманих результатiв, а також зробимо
попереднi висновки.

Обговорення результатiв. Аналiзуючи результати, отриманi при вико-
наннi попереднього роздiлу можна зробити наступнi висновки:

Через те, що нашi данi мають високу стохастичнiсть, а будь яка прихована
залежнiсть є непрямою дана традицiйна модель часових рядiв – рухоме середнє
не впоралась з покладеним завданням – передбачити тенденцiю майбутньої цiни
на акцiї Apple. Даний алгоритм передбачує лише наближену майбутню цiну, а
тому не пiдходить для вирiшування нашої проблеми (передбачення тенденцiї
на цiну).

Як i рухоме середнє, лiнiйна регресiя не впоралась з покладеним завданням
– передбачити тенденцiю майбутньої цiни на акцiї Apple. Недолiком використа-
ння даного алгоритму для нашої проблеми є вимога до даних, а саме: наявнiсть
незалежних змiнних. Для цього ми додатково створювали ряд незалежних змiн-
них, якi дiстали з колонки дати/час. Проте давайте бiльш докладно розглянемо
чому лiнiйна регресiя не впоралася з даним завданням:
– Оскiльки данi, якi були використанi та мiстять високу стохастичними, а
також будь яка прихована залежнiсть є непрямою, лiнiйна регресiя просто
не може її вiдшукати.

– Як вже було сказано ранiше, цiна на акцiї Apple за рiзних рокiв значно вiд-
рiзняються, через що наша модель перенавчається вiдносно колонок дати
та мiсяця. Тому, щоб зробити нормальне передбачення нам потрiбно засто-
совувати “batch normalization” для усунення даної проблеми.
Низка даних обмежень, а також той факт, що дана модель не вiдтворила

тенденцiю робить її не пiдходящою для заданої проблеми.
На вiдмiну вiд двох попереднiх алгоритмiв, алгоритм KNN наближено вiд-

творив тенденцiю на цiну акцiй Apple, проте на певному промiжку данi взагалi
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не корелювали з фактичними. Тому передбачення, отриманi за допомогою да-
ного алгоритму, ми можемо лише використовувати як довiдку для передбачень,
зроблених за допомогою методiв глибинного навчання.

Як вже було сказано у попередньому роздiлi, очiкувалось, що розширена
мережа ДКЧП може краще вловити тенденцiю цiни на акцiї Apple через свою
бiльш складну структуру, проте нашi експерименти показали протилежнi ре-
зультати. В порiвняннi з iншими моделями, застосованими у цiй роботi, наша
розширена мережа ДКЧП досить добре вiдтворила тенденцiю цiни на акцiї
Apple, проте не настiльки добре, як стандартна мережа ДКЧП.

Як правило, чим “глибша” нейронна мережа (та, яка має бiльше прихованих
шарiв), тим краще вона здатна пояснити бiльш складнi проблеми, на вiдмiну
вiд одношарової нейронної мережi. Однак вiдкриттям, яке ми виявили був той
факт, що розширена мережа ДКЧП не перевершує стандартну мережу ДКЧП
в контекстi прогнозування цiни акцiй, а тобто проблем, пов’язаних з часовими
рядами. Натомiсть, розширена мережа ДКЧП показала меншу продуктивнiсть
вiд стандартної мережi. Доведено, що бiльш складний представник нейронної
мережi не обов’язково покращує якiсть передбачення.

Даний результат ми можемо пояснити наступними причинами:
– Бiльш складна будова нейронної мережi спричиняє проблему перенавчання,
а тобто розширена мережi ДКЧП погано узагальнює прихованi залежностi
у часових рядах, через бiльшу кiлькiсть параметрiв, якi вона розглядає.

– Розширена мережа ДКЧП бiльше пiдходить для розв’язування проблем
класифiкацiї, а не неперервних часових рядiв, таких як цiни на акцiї.
Пiсля пiдсумування та обговорення всiх результатiв доходимо до висновку,

що найкращою моделлю машинного навчання для передбачення таких стоха-
стичних часових рядiв, як цiни на акцiї, є модель глибинного навчання – стан-
дартна мережа ДКЧП.

4. Висновки. В данiй роботi було детально дослiджено одну з архiтектур
рекурентних нейронних мереж – мережу довгої короткочасної пам’ятi. На вiдмi-
ну вiд звичайних РНМ, мережа ДКЧП добре пiдходить для навчання з досвiду
з метою передбачення часових рядiв в умовах, коли вони є стохастичними або
ж прихованi залежностi є непрямими i їх складно вiднайти.

Для того, щоб показати усю потужнiсть мереж ДКЧП ми обрали датасет цiн
на акцiї Apple з вкрай нелiнiйною тенденцiєю, що ускладнило наше завдання –
передбачити її (тенденцiю) за певний промiжок часу.

Загалом для максимально точної та об’єктивної оцiнки ми запропонували,
розробили, натренували й протестували 5 моделей, а саме: плаваюче середнє, лi-
нiйну регресiю, KNN, стандартну мережу ДКЧП та розширену мережу ДКЧП
з кiлькома додатковими прихованими шарами ДКЧП. Найкраще себе показала
стандартна мережа ДКЧП, яка достатньо точно вiдтворила майбутню тенден-
цiю на цiну акцiй Apple й значно перевершила у цьому усi iншi моделi.

Також ми зробили вiдкриття й показали, що незважаючи на бiльш складну
структуру моделi розширеної мережi ДКЧП у порiвняннi зi стандартною мере-
жею, розширена мережа не перевершує стандартну в контекстi прогнозування
цiни акцiй, а тобто проблем, пов’язаних з часовими рядами, через можливiсть
перенавчання.

Також було дослiджено, що при побудовi будь якої мережi ДКЧП, важливо
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звернути увагу на правильний пiдбiр параметрiв моделi, адже навiть невелика
їх змiна може як значно покращити, так i значно погiршити дану модель.

Подальшi дослiдження слiд проводити зi ще бiльш стохастичними даними,
такими як: цiни на криптовалюти i поглянути наскiльки точно наша мережа
зможе вiдтворити тенденцiю в такому часовому рядi. Також хорошим варiантом
буде побудова бiльш складної структури мережi ДКЧП, а саме мережа ДКЧП
з механiзмом уваги й перевiрити чи зможе вона краще впоратись з завданням
передбачення тенденцiї в часовому рядi.

Boyko N., Kachmaryk V. Building models for time sequence forecasting using
long-term memory networks .

The study is devoted to a comprehensive analysis of long short-term memory (LSTM)
networks. This architecture is a type of recurrent neural network (RNM), in which the con-
nections between nodes form a time-oriented graph. In this study, we review the structure
and performance of the LSTM networks. Materials and methods are also analyzed. This
paper conducts experiments, such as building different models to predict time series. The
obtained research results are also analyzed. In this study, we will consider both the value
of LSTM from a practical point of view in terms of exploitation, depending on the type
of input data, and from a theoretical point of view, which will be based on understanding
the structure of the LSTM block.

Keywords: Long short-term memory, recurrent neural network, machine learning, k-
Nearest Neighbors, Root mean square error.
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