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МЕТОД МАШИННОГО НАВЧАННЯ ДЛЯ СТВОРЕННЯ НОВИХ
ЛIКАРСЬКИХ РЕЧОВИН IЗ ЗАДАНИМИ ВЛАСТИВОСТЯМИ

Створення нових бiологiчно активних речовин є однiєю iз найважливiших про-
блем фармацевтичної галузi. У цiй статтi запропоновано метод, у якому поєднуються
кiлька глибоких нейронних мереж для генерування унiкальних молекул iз задани-
ми властивостями. Генерування доповнюється виправленням хiмiчної будови молекул
iз помилками за допомогою рекурентної нейронної мережi з механiзмом уваги. Для
створених молекулярних структур проведено аналiз хiмiчних властивостей та оцiнку
схожостi на лiкарськi речовини. Запропонований ансамбль дозволяє створювати новi
унiкальнi лiкарськi речовини, контролюючи ступiнь розчинностi та iншi молекулярнi
дескриптори.

Ключовi слова: бiологiчно активнi речовини, нейронна мережа, молекула, машинне
навчання, молекулярна структура, молекулярний дескриптор.

1. Вступ. Розробка нових матерiалiв є складною та тривалою роботою [1-3].
Зокрема, розробка лiкiв — це поетапний, iтеративний процес, що включає такi
необхiднi етапи як вiдкриття, розробка, пре-клiнiчнi та клiнiчнi дослiдження,
перевiрка та затвердження регулюючими органами, i лише потiм — виробни-
цтво та дистрибуцiя. Як правило, вiд початкову цього процесу до остаточно-
го схвалення та комерцiйного розповсюдження проходить вiд 10 до 15 рокiв
[4, 5]. Такi термiни здебiльшого визначаються труднощами з пошуком та вiд-
бором молекул-претендентiв на лiкарську речовину, якi успiшно пройдуть клi-
нiчнi випробування. Матерiалознавство дослiдило лише крихiтну частину усiх
потенцiйних лiкарських сполук: пiдраховано, що на сьогоднi синтезовано ли-
ше близько 108 малих молекул iз понад 1060 можливих [6, 7]. Синтез нових
молекул-кандидатiв вимагає збiльшення iнвестицiй у дослiдження i розробки
[8], головним чином через складнiсть пошуку молекул iз необхiдними власти-
востями.

Методи машинного навчання (MН) довели свою результативнiсть у багатьох
областях [9]. Глибокi нейроннi мережi (DNN) успiшно використовуються для
розпiзнавання природньої мови та комп’ютерного зору, проте унiверсальнiсть
глибоких нейронних мереж у вивченнi представлень даних дозволяє розширити
сфери їхнього застосування до наукових проблем [10, 11].

Хiмiчна та фармацевтична промисловiсть виявляють значний iнтерес до ме-
тодiв машинного навчання та глибоких нейронних мереж, якi допомагають пiд-
вищити ефективнiсть розробки нових матерiалiв [12-14]. У цьому вiдношеннi
варто згадати нещодавню роботу Жаворонкова та iн. [15], у якiй повiдомляє-
ться про створення лiкарської речовини з використанням МН усього за 21 день,
що безпрецедентно скорочує доклiнiчний етап.

Роздiл 2: Iнформатика, комп’ютернi науки та прикладна математика
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2. Машинне навчання для дизайну матерiалiв. Останнi досягнення
у машинному навчаннi дозволяють ефективно вирiшувати численнi проблеми
вiд наближення квантових хвильових функцiй до передбачення хiмiчних вла-
стивостей, фазових переходiв i часової динамiки [16-24].

На молекулярному рiвнi DNN використовуються для апроксимацiї квантово-
механiчних обчислень [17, 25], декомпозицiї енергiї кластерiв або передбачення
наступного кроку молекулярної динамiки замiсть традицiйних ресурсоємких
процедур [26-31]. Нещодавно, декiлька симуляцiйних систем включили цi пiд-
ходи до своїх обчислювальних iнструментiв [32-37].

DNN також використовуються для прогнозування кiлькiсних фiзико-хiмiчних
та бiологiчних властивостей за хiмiчною будовою сполук [10]. За такими моде-
лями iсторично закрiпилася англомовна назва Quantitative Structure-Activity
Relationship (QSAR). Серед модельованих властивостей можна згадати розчин-
нiсть у водi або органiчних розчинниках, температуру плавлення, енергiї соль-
ватацiї тощо [38-40]. Здатнiсть MН пов’язувати структуру речовини iз власти-
востями дає змогу оцiнювати успiшнiсть молекул-кандидатiв за показниками
ADME (абсорбцiя, розподiл, метаболiзм, екскрецiя) або ADMET (якщо також
враховується токсичнiсть). У цьому випадку акцент зосереджений на таких вла-
стивостях як спорiдненiсть до рецепторiв, токсичнiсть та швидкiсть бiологiчно-
го розпаду [41-50]. Своєрiдним «золотим стандартом» у скринiнгу схожостi на
лiки є так зване правило п’яти, запропоноване Лiпiнським та iн. [51], та його
близькi варiацiї [52-55], що дозволяє фармакологiчним компанiям значно ско-
ротити кiлькiсть молекул-кандидатiв на раннiх стадiях розробки лiкiв.

У методах MН, що мають справу з молекулярними структурами, вирiшаль-
ним кроком є ефективне представлення структурних даних. У вищезгаданих
пiдходах використовуються рiзнi формати вхiдних даних: молекулярнi графи,
вiдбитки, дескриптори та їхнi комбiнацiї [45], позначення друкованими символа-
ми (наприклад, SMILES — Simplified Molecular-Input Line-Entry System). Остан-
нiй спосiб представлення молекул уможливлює застосування методiв обробки
природної мови до проблем хiмiї, включаючи генерацiю нових сполук [56, 57].
У роботах [58, 59] рядки SMILES перетворюються на двовимiрнi зображення,
а потiм передаються в DNN. Подiбний пiдхiд до використання зображень 2D-
структур як вхiдних даних також представлений в роботi [60].

Методи, заснованi на графових нейронних мережах [61, 62], використовують
графове представлення молекул. Таке представлення є природним вибором для
вивчення молекулярних структур, взаємодiй та синтезу [63]. Згортковi графовi
нейроннi мережi та молекулярнi графи використовуються для прогнозування
розчинностi, токсичностi та iнших властивостей сполук [63, 64]. У роботi [65] по-
єднано графовi представлення iз змагальним навчанням (Adversarial Training)
та навчанням з пiдкрiпленням для генерування молекул iз бажаними властиво-
стями. Графовi нейроннi мережi використовуються для передбачення поверхнi
бiлка [66]. У дослiдженнi Зiтника та iн. [67] графовi згортковi мережi викори-
стовуються для передбачення можливих побiчних ефектiв лiкiв. Пропонується
також генеративна мережа MolGAN [68] для створення молекулярних графiв.

Останнi досягнення глибинного навчання значною мiрою стосуються рiзних
застосувань генеративних змагальних мереж (англ. GAN - Generative Adversari-
al Network) та iнших глибоких генеративних моделей, здатних генерувати або

Наук. вiсник Ужгород. ун-ту, 2022, том 40, № 1 ISSN 2616-7700 (print), 2708-9568 (online)



128 О. ГУРБИЧ

реконструювати данi iз заданого розподiлу [69, 70]. У контекстi молекулярних
даних це вiдкриває шлях до синтезу нових структур iз заданими властивостями
(див., наприклад, огляд Jørgensen та iн. [71]). Автоенкодер (AE) та варiацiйно-
го автоенкодер (VAE) використовуються для вiдображення дискретних рядкiв
SMILES в безперервному просторi [60, 72]. Вибiр векторiв-екземплярiв у такому
просторi та наступне їх декодування назад у рядки SMILES дозволяє отримува-
ти новi унiкальнi структури. Рiзнi DNN моделi були запропонованi та порiвнянi
для пiдвищення якостi векторних представлень та зменшення помилки рекон-
струкцiї [71, 73, 74]. Дослiдження, що представляє генеративний змагальний
автоенкодер, описано в посиланнi 75 — автори тестували рiзнi архiтектури для
генерацiї молекул та зворотного вiдображення QSAR, семплiнгом нових стру-
ктур iз застосуванням обмежень бiологiчної активностi. Детальне обговорення
проблеми «хiмiчного простору» та реконструкцiї молекул на основi його ве-
кторiв представлено в нещодавньому дослiдженнi Б’єррума та Саттарова [76].
Модель на основi GAN вiд Guimaraes та iн. [77] вчиться генерувати молекули у
представленнi рядкiв SMILES, оптимiзуючи їх властивостi до набору хiмiчних
показникiв.

Незважаючи на безперервну природу латентного векторного простору та
нескiнченнi можливостi вибору довiльних векторiв, не всi вибранi вектори вiд-
повiдають “правильним” рядкам SMILES. Деякi з цих векторiв можуть декоду-
ватися у хiмiчно неправильнi SMILES, тодi як iншi (навiть «граматично» пра-
вильнi) можуть вiдповiдати нестабiльним хiмiчним сполукам. Успiшну спро-
бу вирiшити цю проблему було зроблено шляхом замiни звичайного VAE на
Grammar VAE [57]. Iншим напрямком вирiшення проблеми дотримання “хiмi-
чної” правильностi представлень є збагачення граматики SMILES контекстними
атрибутами [78].

3. Мета та завдання дослiдження. У цiй статтi представлено ансамбль iз
моделей, якi навчаються на великих публiчних наборах даних. Ансамбль спрое-
ктовано для застосування на раннiх етапах розробки лiкiв - вiд пропозицiї нової
структури до прогнозування фiзико-хiмiчних властивостей та пiдтвердження їх
у чисельному моделюваннi (див. рис. 1).

Автоенкодер використовується для закодовування дискретних рядкiв SMI-
LES в безперервний векторний простiр [79, 80]. В роботi описується, що розмiр
набору даних вiдiграє вирiшальну роль у досягненнi вищої якостi узагальнення
та реконструкцiї. Оскiльки розмiченi набори даних часто мають обмежений роз-
мiр, замiсть наскрiзного навчання слiд навчати окремi моделi для реконструкцiї
структур, виправлення помилок i передбачення властивостей.

Щоб збiльшити кiлькiсть хiмiчно “правильних” згенерованих молекул, по-
трiбно обирати новi точки у латентному векторному просторi на основi еталон-
них. Додатковий крок включає виправлення помилок за допомогою рекурентної
нейронної мережi (Attention-based Sequence-to-Sequence).

Для оцiнки якостi отриманих молекул-кандидатiв потрiбно ввести етап по-
стобробки, що дозволяє обчислювати властивостi згенерованих молекул безпо-
середньо зi структури. Цей етап забезпечує порiвняльний аналiз каркасiв моле-
кул, вiдбиткiв, дескрипторiв i функцiональних груп для оцiнки якостi згенеро-
ваних молекул. Доводиться, що новостворенi унiкальнi SMILES мають подiбний
розподiл структурних особливостей i молекулярних дескрипторiв до еталонного
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набору даних. Загальний конвеєр показаний на рис. 1. На Рис. 1 представлено
конвеєр бiльш детально.

Рис. 1. Запропонована система охоплює кiлька раннiх етапiв розробки лiкiв.
Спершу, точки даних генеруються (2) в безперервному просторi в деякому
околi вiд еталонного набору даних (1). Потiм оцiнюються хiмiчнi властивостi
(3). Далi для декодованих у SMILES (4) молекул-кандидатiв виконується

виправлення помилок (5).

Опис методологiї. В основi описаної методологiї лежить iдея апрокси-
мацiї безперервного розподiлу для представлення малих органiчних молекул.
Для створення такого вiдображення потрiбно використати автоенкодер (AE),
що складається з двох пiдмереж — енкодеру (2) i декодеру (4), як показано
на Рис. 2. Латентний векторний простiр архiтектурно є центральним шаром
нейронiв автоенкодеру. Його ваги вивчаються у процесi реконструкцiї валiдних
молекулярних структур у форматi SMILES (1), що подаються на вхiд i на ви-
хiд автоенкодеру. Пiсля тренування, цi ваги апроксимують розподiл вхiдних
SMILES (1) та дозволяють семплювати вектори-представлення, якi надалi де-
кодуються (2) у новi молекулярнi структури-кандидати (9).

Далi передбачена розчиннiсть (logS) молекули-кандидата перевiряється за
допомогою QSAR-фiльтру на вiдповiднiсть дiйсним значенням, а згенерова-
на молекулярна структура у форматi SMILES подається на рекурентну мо-
дель (див. Рис. 4) для виправлення можливих помилок (ALSTM). ALSTM вiд-
носиться до Attention-based Sequence-to-Sequence моделей iз Long Short-Term
Memory (LSTM) комiрками.

Деталi молекулярних представлень. Iснують рiзнi представлення моле-
кул, якi дозволяють кодувати просторову структуру за допомогою компактних
однорядкових позначень. Найпопулярнiшими серед них є SMILES.

SMILES мiстить всю необхiдну iнформацiю для обчислення необхiдних ме-
трик (донори Н-зв’язку, акцептори, молекулярна маса тощо), за винятком лi-
пофiльностi та розчинностi у водi. Рядок SMILES не може бути поданий в ней-
ронну мережу у вихiднiй формi i має бути виражений у числовому виглядi.
Категорiальнi данi (наприклад, символи SMILES) зручно представляти за до-
помогою так званого one-hot кодування, яке у випадку SMILES є матрицею (N
на M) iз 0 i 1 у комiрках. N — це кiлькiсть унiкальних елементiв SMILES (напри-
клад, C, c, =, @, O, дужок тощо), тодi як M позначає символи рядка SMILES.
Один з таких прикладiв проiлюстрований на Рис. 3, де показано one-hot коду-
вання пропiонового альдегiду. У дослiдженнi розглядаються рядки SMILES не
довше 60 елементiв, застосовуючи заповнення нулями для коротших. У робо-
тi також обмежили розмiр словника елементами, якi зустрiчаються в наборах
даних для тренування та оцiнки (58 унiкальних символiв).
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Рис. 2. Концептуальна архiтектура автоенкодеру складається з автоенкодеру
(2), центрального шару (5) та енкодеру (4). Додатковим бiчним шаром

нейронної мережi виступає регресор (3), який виконує функцiю контролю
фiзико-хiмiчних властивостей генерованих молекул-кандидатiв (9). В даному
випадку такою характеристикою є логарифм розчинностi у водi - logS (7). В

результатi тренування (А) автоенкодеру, ваги центрального шару (6)
апроксимують розподiл вхiдних даних (6). Пiсля цього, натренованi

центральний шар (5), регресор (3) та декодер (4) використовуються для
генерування (Б) нових молекул-кандидатiв (9). SMOTE (8) виступає
алгоритмом вибору початкових векторiв з латентного простору (6).

Данi генератора. У цьому дослiдженнi використано 190 тисяч SMILES iз
бази даних eMolecules [81] для навчання автоенкодеру. Для навчання моделi
реконструкцiї цих молекулярних представлень, на вхiд i на вихiд подавалося
по два однаковi рядки SMILES.

Як приклад фiзико-хiмiчної властивостi для контролю, було обрано розчин-
нiсть у водi (logS). Для тренування моделей було зiбрано та об’єднано данi iз
серiї вiдкритих наборiв, опублiкованих Huuskonen [82], Hou та iн. [83], Delaney
[84] та Mitchell [85]. Крiм того, набiр даних про розчиннiсть було розширено
шляхом перетворення рядкiв SMILES до канонiчної форми, що в сумi дало 4300
мiток розчинностi для рядкiв SMILES не довше 60 елементiв. Усi розчинностi
представленi у виглядi логарифмiчної розчинностi — десятковий логарифм ма-
ксимальної концентрацiї розчиненої речовини у водi, вираженої в моль/л.

Важливо мати на увазi, що загальнодоступнi набори даних часто об’єднують
данi, отриманi в рiзних лабораторiях за рiзними методиками. Це може сильно
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Рис. 3. Просторова конфiгурацiя пропiонового альдегiду,
SMILES-представлення та вiдповiдна one-hot матриця. Карбони (С) на

тривимiрному зображеннi показанi сiрим, кисень (О) – червоним, водень (Н) –
бiлим.

погiршити якiсть даних [86, 87].
Архiтектура генератора. Архiтектура автоенкодеру була створена за ре-

зультатами серiї експериментiв iз пошуком по сiтцi параметрiв. Змiнювалася
кiлькiсть шарiв (з 4 до 12), їх типи (повнозв’язнi (FC) i згортковi (Conv)), кiль-
кiсть нейронiв у FC шарах (вiд 2 до 3500) та кiлькiсть Conv шарiв (вiд 2 до
10) з рiзною кiлькiстю i формою фiльтрiв. Додавання Conv шарiв покращило
точнiсть автокодера. Експерименти з функцiями активацiї (сигмоїдна, ReLU,
PRELU) показали перевагу ReLU, за винятком сигмоїдної активацiї на вихi-
дному шарi. Фiнальна архiтектура автоенкодеру була наступною:
1) Енкодер — перша частина автоенкодера — складається з чотирьох Conv

шарiв (кiлькiсть каналiв, висота, ширина): (1, 58, 60), (60, 1, 58), (87, 1, 40),
(116, 1, 30), (120, 1, 29), за якими слiдує Conv шар (512 нейронiв).

2) Декодер— друга частина автокодера — призначений для декодування при-
хованих представлень назад до оригiнальних рядкiв SMILES. Архiтектурно
вiн є дзеркальним вiдображенням енкодеру та складається з FC шару i чо-
тирьох Conv.

3) Регресор приймає на вхiд активацiї останнього FC шару енкодеру (латен-
тне векторне представлення) та навчається, зiставляючи їх з набором даних
про розчиннiсть у водi (logS). Регресор складається з чотирьох FC блокiв
зi зворотнiми зв’язками (Residual): (512, 256), (256, 128), (128, 64), (64, 32) i
чотирьох звичайних FC шарiв: (8), (4), (2), (1). Шари предиктора поступово
зменшують свiй розмiр, i останнiй виводить одне число, яке розглядається
як передбачення розчинностi.
Для аналiзу слiд використати оптимiзатор Adam для навчання як автокоде-

ра, так i предиктора, регулюючи лише швидкiсть навчання в межах вiд 10−5 до
10−3. У дослiдженнi застосовували наступнi функцiї втрат: для автоенкодера —
бiнарна крос-ентропiя, для регресора — середньоквадратичне вiдхилення.

Семплiнг. Наведена архiтектура дозволяє апроксимувати дискретнi SMI-
LES у неперервний розподiл, надаючи необмеженi можливостi вибору довiль-
них векторiв у ньому. Це може призвести як до правильних хiмiчних стру-
ктур, так i до неправильних або заскладних для синтезу. Зважаючи на це, за-
мiсть випадкового вибору прихованих векторiв, слiд використати пiдхiд SMOTE
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(Synthetic Minority Oversampling Technique) [88], взявши його реалiзацiю з бi-
блiотеки Imblearn [89]. SMOTE працює наступним чином: обирає пару вихiдних
зразкiв, розташованих поблизу у пiдпросторi ознак, iнтерполює їх та генерує
випадковi точки вздовж лiнiї мiж обраними зразками.

Модель для виправлення помилок у SMILES. SMILES iз помилками
складають вiд 30% до 99% вiд усiх згенерованих [72]. Помилки виникають через
розрiдженiсть та неоднорiднсть векторного простору вивченого автоенкодером,
а також негнучкiсть граматики SMILES: один неправильний символ може при-
звести до зовсiм iншої молекули, в той час як одна помилкова ймовiрнiсть на
виходi з кiнцевого шару декодера не вплине на функцiю втрат суттєво. Тому
слiд зосередитися на цiй проблемi, яка за своєю суттю нагадує перевiрку ор-
фографiї в обробцi природної мови. Потрiбно розробити нейронну мережу, яка
виправлятиме синтаксичнi помилки в рядках SMILES i використовуватиметься
як постобробка для результатiв автокодера.

Виправлення помилок у SMILES є проблемою навчання вiд послiдовностi до
послiдовностi (sequence-to-sequence або seq2seq), яка вирiшується за допомогою
рекурентних моделей iз механiзмом уваги [91, 92]. Енкодер та декодер seq2seq
моделi виготовлено iз комiрок LSTM (Long Short-Term Memory) [93] iз розмiром
прихованого шару нейронiв 512. Енкодер перетворює вхiдний рядок SMILES
(𝑋) у послiдовнiсть прихованих станiв (ℎ1, ℎ2, . . . , ℎ𝑛), а декодер генерує по
одному символу SMILES у цiльовому рядку SMILES 𝑌 . Формально, модель
вивчає переходи 𝑎 : 𝑋 → 𝐹 512, 𝑏 : 𝐹 512 → 𝑌 так, що 𝑎, 𝑏 = argmin(𝑌 − 𝑏(𝑎(𝑋)))2.
Вибiр кожного наступного символу 𝑦𝑡 обумовлений попереднiм символом 𝑦𝑡− 1
i вектором контексту 𝑐𝑡. Вектором контексту обчислюється як зважена сума
прихованих станiв кодера (1):

𝑐𝑡 =

|𝑋|∑︁
𝑖=1

𝑎𝑡𝑖ℎ𝑖, (1)

ваги яких визначаються за допомогою механiзму уваги (2):

𝑎𝑡𝑖 = softmax (𝑒𝑡𝑖) , 𝑒𝑡 = 𝐴(𝑦𝑡−1, 𝑠𝑡−1), (2)

де 𝐴 — нейронна мережа прямого поширення з одного повнозв’язного шару
(див. Рис. 4, елемент 1), а 𝑠𝑡 − 1 — попереднiй прихований стан декодера.

SMILES у формi ембедiнгiв [94] подаються до спецiального шару нейронiв
(Рис. 4, елементи 3, 8). Модель тренується шляхом мiнiмiзацiї вiд’ємної лога-
рифмiчної ймовiрностi мiж згенерованим рядком SMILES 𝑌 i цiльовим (пра-
вильним) рядком SMILES 𝑌 [95].

Данi для виправлення помилок. Оскiльки початковим намiром було ви-
правити помилки, допущенi на етапi декодування, то слiд зiбрати всi помилковi
SMILES i вiдповiднi “правильнi” представлення. Таким чином, було отримано
набiр даних для виправлення помилок AE розмiром 300 000 пар SMILES. Узяв-
ши за приклад пiдготовку даних для знешумлювального автоенкодеру [96], та
додати до вихiдних рядкiв SMILES помилки — випадковi замiни, видалення та
вставки символiв зi словника SMILES за визначеним розподiлом. Модель по-
винна навчитися перетворювати такi пошкодженi представлення у правильний
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Рис. 4. Концептуальна архiтектура моделi для виправлення помилок у
SMILES. Для тренування, SMILES iз помилками (4) подаються на вхiд, а
вiдповiднi “коректнi” SMILES (9) – на вихiд. Енкодер (2,3) позначено синiм.

Декодер (7,8) позначено зеленим. Енкодер та декодер обмiнюються контекстом
(5), посиленi ембедiнг-шарами (3,8) та механiзмом уваги (1)

вихiдний рядок. Такий пiдхiд змусив би модель вивчити бiльше можливих поми-
лок та навчитися їх виправляти. У вищеописаний спосiб було пiдготовлено 200
000 пар SMILES та додано до даних iз помилками автоенкодеру. Таким чином,
фiнальний датасет для навчання автоенкодера становив 500 000 пар рядкiв.

4. Показники виправлення помилок. Точнiсть роботи моделi для ви-
правлення помилок оцiнювалися за трьома показниками:
1. Здатнiсть реконструювати SMILES без помилок.
2. Здатнiсть виправляти SMILES iз помилками автоенкодеру.
3. Здатнiсть виправляти SMILES iз випадковими помилками.
Кожен тестовий набiр складався iз 15000 пар SMILES. Модель виправлення

помилок показала наступнi результати:
1. Точнiсть реконструкцiї — 87%.
2. Якiсть виправлення помилок автоенкодеру — 68%.
3. Якiсть виправлення випадкових помилок — 83%.
Статистика згенерованих стрiчок SMILES. Випадковим чином було

обрано 190 тисяч SMILES з eMolecules [81]. Шляхом тренування автоенкодеру,
для цього набору даних було створено латентне представлення. За допомогою
натренованого декодеру та алгоритму SMOTE було згенеровано 95446 нових
молекул-кандидатiв. З них, 60,3% (57556 шт.) виявилися хiмiчно правильними,
а 39,7% (37890 рядкiв) — помилковими, найчастiше через химернi ароматичнi
системи або неправильнi валентностi атомiв.

Хiмiчно неправильнi SMILES були виправленi моделлю корекцiї помилок.
12040 (31,8%) рядкiв були успiшно виправленi.

Важливим питанням є новизна згенерованих та виправлених молекул. Май-
же усi виправленi стрiчки SMILES були унiкальними (99,8% або 12024 з 12040).
З 57556 правильних молекул, згенерованих AE, лише 10,2% (5836 шт.) виявили-
ся унiкальними, iншi 89,8% (51720) були iдентичними до молекул у початковому
наборi даних. Отож, загалом було створено 17860 унiкальних нових молекул —
5836 з AE i 12024 з моделi виправлення помилок.
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Структурна схожiсть. Аналiз скаффолдiв. Скафолд (з англ. scaffold –
риштування, каркас) — це частина молекули, що залишається пiсля видалення
некiльцевих замiсникiв, а для молекул без кiлець — найдовший вуглецевий лан-
цюг. Набiр iз 5836 новостворених структур мiстив 3945 унiкальних скаффолдiв.
Для порiвняння, вхiдний набiр даних iз 189936 молекул, використаних для про-
цедури вiдбору SMOTE, мiстив 58229 скаффолдiв. Перекриття мiж згенерова-
ними та вхiдними наборами даних становило 2558 скаффолдiв (64,8% згенеро-
ваних скаффолдiв); перекриття мiж згенерованими та виправленими наборами
становило 742 скаффолди (8,8% вiд виправлених або 18,8% згенерованих скаф-
фолдiв); перекриття мiж виправленими та вхiдними наборами даних становило
2594 скаффолди (30,8% виправлених скаффолдiв). Цi числа показують, що до-
слiджуваний ансамбль генерує новi молекули та виправляє помилковi в межах
подiбного розподiлу, не копiюючи при цьому iснуючi пiдструктури повнiстю.

Передбачення розчинностi. Пiд час навчання регресора потрiбно вико-
ристовувати процедуру ранньої зупинки, щоб запобiгти перенавчанню. Перед-
бачення logS на тестовому наборi даних показано на Рис. 5. Абсолютно точнi
передбачення вiдповiдають функцiї 𝑦 = 𝑥 (показано червоною лiнiєю на гра-
фiку). Коефiцiєнт детермiнацiї 𝑅2 = 0, 84 для передбачень logS показує певний
ступiнь розсiювання.

Рис. 5. Проекцiя справжнiх та передбачених значень logS. Червона лiнiя
(бiсектриса) позначає iдеальне передбачення розчинностi.

Схожiсть на лiки. Ще одним важливим аспектом, окрiм унiкальностi та
хiмiчної “правильностi” згенерованих молекул-кандидатiв, є їх потенцiйна фар-
макологiчна активнiсть. Її можна оцiнити за допомогою показника drug-likeness.

Проведемо оцiнку drug-likeness для однiєї iз згенерованих молекул —
COCC(O)C(CC)CO, скориставшись вже вiдомими фiльтрами [51-55] реалiзо-
ваними у бiблiотецi RDKit та натренованими моделями: кiлькiсть донорiв во-
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дневого зв’язку (2 шт.), акцепторiв Н-зв’язку (3 шт.), молекулярна маса (148,2
г/моль), площа полярної поверхнi (49,69 Å2), молярна рефракцiйна здатнiсть
(38,75), розчиннiсть у водi logS (−0, 26) та октанолi logP (0,01), частка sp3-
гiбридизованого вуглецю (1,00) та кiлькiсть обертових зв’язкiв (5 шт).

Опис правил оцiнки drug-likeness можна знайти в оригiнальних статтях, в
пропонованому дослiдженнi наведенi лише результати аналiзу: фiльтри Lipi-
nski [51], Egan [53] i Veber [55], якi повiдомляють про схожiсть на лiки сполуки
COCC(O)C(CC)CO.

5. Висновки. У роботi запропоновано конвеєр iз фiльтрiв та двох моделей
машинного навчання: автоенкодеру та рекурентної нейронної мережi iз механi-
змом уваги. Конвеєр дозволяє створювати новi лiкарськi речовини майже мит-
тєво, прогнозувати їхнi властивостi без проведення лабораторних випробувань
та дослiджувати схожiсть на лiки.

Першу модель конвеєру — автоенкодер — було натреновано на наборi з 190
тисяч фармакологiчно активних молекул у форматi SMILES узятих iз бази да-
них eMolecules. Декодер з натренованого автоенкодеру та алгоритм SMOTE ви-
користовувалися надалi для генерування нових хiмiчних структур. Значна ча-
стина (близько 40%) згенерованих структур мiстила помилки. Помилковi SMI-
LES було об’єднано зi SMILES, у якi навмисне були внесенi випадковi помилки.
Таким чином був отриманий набiр даних з 500 тисяч пар для тренування другої
моделi конвеєру — для виправлення помилок. Кiлькiсть виправлених помилок
цiєю моделлю склала 68% — для помилок автоенкодеру та 83% — для випад-
кових помилок. Регресiйна модель, навчена паралельно iз автоенкодером, дає
хорошу оцiнку розчинностi молекул-кандидатiв у водi (logS). Аналiз структур-
ної подiбностi еталонних i згенерованих структур показує їхню подiбнiсть iз
одночасним збереженням унiкальностi останнiх.
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Gurbych A. Machine learning method for creation of new medicinal substances
with speci�c properties.

The creation of new biologically active substances is one of the most critical problems
in the pharmaceutical industry. This paper proposes a method that combines several deep
neural networks to generate unique molecules with given properties. Generation is comple-
mented by correcting the chemical structure of defective molecules using a recurrent neural
network with an attention mechanism. Chemical properties and similarity estimation to
medicinal substances are carried out for the created molecular structures. The proposed
ensemble allows the creation of new unique drugs, controlling the degree of solubility and
other molecular descriptors.

Keywords: biologically active substances, neural network, molecule, machine learning,
molecular structure, molecular descriptor.
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