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АНАЛIЗ ТЕХНIК ЗМЕНШЕННЯ РОЗМIРНОСТI В
МАШИННОМУ НАВЧАННI

Багато сучасних наборiв даних мають високу розмiрнiсть, яка може призводити
до проблем з перевантаженням моделей, зменшенням ефективностi обробки даних та
збiльшення часу навчання. Тому дослiдження застосування технiк зменшення роз-
мiрностi даних є важливою задачею для покращення продуктивностi та швидкостi
аналiзу. В роботi проведено огляд та оцiнка ефективностi сучасних технiк для змен-
шення розмiрностi високорозмiрного ознакового простору даних з метою вiзуалiзацiї
та попередньої обробки даних. Для цього розроблено iнформацiйно-аналiтичну си-
стему на Python, що реалiзує PSA, t-SNE, Isomap, UMAP. В якостi тестового набору
даних був обраний високорозмiрний набiр «DARWIN» з 451 ознакою. В результатi екс-
перименту всi технiки в цiлому показали подiбнi результати вiзуалiзацiї даних. t-SNE
виявився найефективнiшим методом попередньої обробки даних для цього датасету,
покращивши точнiсть kNN на 21% i SVC на 4%. Отриманi результати доводять, що
застосування сучасних методiв зменшення розмiрностi даних може сприяти побудовi
бiльш ефективних моделей та прогнозiв. Майбутнi дослiдження передбачають оцiн-
ку синергiї технiк аналiзу даних та машинного навчання для вирiшення конкретних
прикладних задач.

Ключовi слова: редукцiя, зменшення розмiрностi, вiзуалiзацiя даних, високорозмiр-
нi данi.

1. Вступ. Методи редукцiї є важливим iнструментом для вiзуалiзацiї да-
них в машинному навчаннi та iнтелектуальному аналiзi даних. Вони дозволя-
ють зменшити кiлькiсть ознак, зберiгаючи при цьому значущi характеристики,
що приводить до покращення зрозумiлостi та iнтерпретованостi даних. Вiзуалi-
зацiя є першим етапом аналiзу, мета якого полягає в тому, щоб зрозумiти данi,
перш нiж перейти до бiльш цiлеспрямованого моделювання та дозволяє: зро-
зумiти данi швидше та бiльш ефективно, нiж тiльки аналiз числових значень;
визначити залежностi та взаємозв’язки мiж ознаками; виявити вiдхилення та
аномалiї; прийняти обґрунтованi рiшення.

Зменшення розмiрностi — це перетворення високорозмiрних даних в значу-
ще представлення меншої розмiрностi. Iдеальною має бути зменшена репрезен-
тацiя з розмiрнiстю, яка вiдповiдає внутрiшнiй розмiрностi даних. Внутрiшня
розмiрнiсть даних — це мiнiмальна кiлькiсть параметрiв, необхiдних для поясне-
ння спостережуваних властивостей даних [1]. Традицiйно, зменшення розмiр-
ностi здiйснювалося за лiнiйними технiками, такими як аналiз головних ком-
понент (PCA) [2], факторний аналiз та класичне масштабування [1]. Однак,
вони виявились неефективними при обробцi складних нелiнiйних даних. Про-
тягом останнього десятилiття було запропоновано велику кiлькiсть нелiнiйних
технiк зменшення розмiрностi: т-розподiлене вкладення стохастичної близько-
стi (t-SNE) [3, 4], Isomap [5], UMAP [6] та iншi.
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Для зменшення розмiрностi у машинному навчаннi використовуються рi-
зноманiтнi методи, якi можна роздiлити на параметричнi та непараметричнi,
лiнiйнi та нелiнiйнi моделi [1]. Кожен з цих пiдходiв має свої переваги та обме-
ження, тому їх вибiр залежить вiд конкретних потреб та характеристик даних.

Метою роботи є огляд сучасних технiк зменшення розмiрностi та дослiдже-
ння ефективностi їх використання для вiзуалiзацiї i попередньої обробки висо-
корозмiрних даних в задачах машинного навчання та аналiзу даних.

2. Моделi i методи. Лiнiйнi параметричнi методи — це пiдхiд до зменше-
ння розмiрностi даних, який базується на їх перетвореннi з високорозмiрного
простору в простiр меншої розмiрностi, зберiгаючи при цьому якомога бiльше
iнформацiї. При цьому, застосовується лiнiйне перетворення даних, яке опи-
сується матрицею — параметром моделi, яку можна знайти шляхом мiнiмiзацiї
певної функцiї втрат, такої як середньоквадратична похибка або сума квадратiв
похибок.

До лiнiйних параметричних методiв належать: метод головних компонент
(PCA), лiнiйний дискримiнантний аналiз (LDA) та канонiчний кореляцiйний
аналiз (CCA).

PCA — це метод зменшення розмiрностi даних, який використовується для
їх вiдображення у простiр меншої розмiрностi. Вiн дозволяє перетворити вхi-
днi данi в новi ортогональнi змiннi, якi називаються головними компонентами
(principal components), кожна з яких є лiнiйною комбiнацiєю вхiдних ознак. В
процесi метод головних компонент формує головнi компоненти в порядку спада-
ння їх дисперсiї. Перша головна компонента описує напрям, в якому дисперсiя
даних максимальна. Друга головна компонента обирається таким чином, щоб
максимiзувати залишкову дисперсiю пiсля вилучення першої, i так далi. Цей
процес продовжується до тих пiр, поки не будуть обранi всi головнi компоненти
або досягнута певна попередньо визначена їхня кiлькiсть [1]. Отриманi голов-
нi компоненти можна використовувати для зменшення розмiрностi даних. Для
цього вилучаються менш важливi компоненти, якi не мiстять значимої iнфор-
мацiї i залишаються бiльш суттєвi.

Лiнiйнi параметричнi методи зазвичай працюють добре, якщо данi незашум-
ленi та мають лiнiйну структуру. В iнших випадках використовують нелiнiйнi
непараметричнi методи. Такi методи називаються непараметричними, оскiльки
вони не припускають жодної апрiорної iнформацiї про розподiл даних [1].

Один з найбiльш популярних непараметричних методiв — це т-розподiлене
вкладення стохастичної близькостi t-SNE (t-Distributed Stochastic Neighbor Em-
bedding). В основi лежить iдея, що точки високовимiрного простору, якi близькi
одна до одної, повиннi вiдповiдати таким же близьким точкам в низькорозмiр-
ному просторi. Цей метод використовує ймовiрнiсну модель для знаходження
розподiлу ймовiрностей сусiдства мiж точками високовимiрного простору та
низькорозмiрного простору. За допомогою градiєнтного спуску вирiшується за-
дача мiнiмiзацiї вiдстаней мiж вiдповiдними точками у двох просторах [3, 4].

Ще один альтернатиний непараметричний метод — це UMAP (Uniform Mani-
fold Approximation and Projection). UMAP використовує геометричну констру-
кцiю, яка називається "єдиним гладким наближенням до множинищоб знайти
бiльш точне низькорозмiрне вiдображення кожної точки та iєрархiю кластерiв.
Вiн використовує iдею топологiчного аналiзу та рiманової геометрiї для зна-
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ходження нижньої межi вiдстаней мiж точками високорозмiрного простору та
проекцiї їх на низькорозмiрну площину з мiнiмальною втратою iнформацiї [6].
UMAP враховує локальну структуру даних, щоб створити карту, яка зберiгає
вiдносну вiдстань мiж точками та iєрархiчну структуру даних. Метод застосо-
вує випадковi перетворення, щоб зменшити перенавчання та покращити якiсть
проекцiї. Вiн є потужним та досить швидким методом зменшення розмiрностi,
який може бути застосований до великих обсягiв даних.

Isomap (Isometric Feature Mapping) — є одним з методiв нелiнiйного зниже-
ння розмiрностi даних. Вiн використовується для вiдображення взаємного роз-
ташування точок у високорозмiрному просторi на низькорозмiрний, зберiгаючи
при цьому геометричнi властивостi даних.

Основна iдея Isomap полягає в тому, щоб побудувати граф сусiдства, де ко-
жна точка представлена як вузол, а ребра вiдображають взаємну близкiсть мiж
точками. Потiм використовують алгоритм Флойда-Уоршелла геодезичного вiд-
станевого перетворення, який обчислює найкоротшi шляхи мiж усiма парами
точок у графi. Геодезична вiдстань — це найкоротший шлях мiж двома точка-
ми на поверхнi многовиду. За допомогою цих пiдходiв обчислюється низькоро-
змiрне представлення, де вiдстанi мiж точками якомога ближчi до геодезичних
вiдстаней у високорозмiрному просторi [5].

Isomap є потужним iнструментом для знаходження нелiнiйних структур у
даних i використовується в рiзних областях, таких як комп’ютерний зiр, оброб-
ка сигналiв, бiоiнформатика та iншi. Вiн допомагає знизити розмiрнiсть даних,
зберiгаючи при цьому їх внутрiшню структуру i геометричнi вiдношення мiж
ними. У порiвняннi з PCA, Isomap здатний знайти бiльш складнi форми мно-
говидiв, зокрема з урахуванням нелiнiйних форм. Також Isomap може бути
використаний для заповнення пропущених даних.

3. Експерименти.
1. Постановка задачi. Обраний набiр даних для порiвняльної характеристики

методiв зменшення розмiрностi є «DARWIN» [7–9], який мiстить данi про по-
черк 174 учасникiв, що описано 451 атрибутами. Завдання класифiкацiї полягає
в тому, щоб вiдрiзнити хворих на хворобу Альцгеймера вiд здорових людей.

2. Вiзуалiзацiя даних. Для розв’язання цього завдання було зменшено роз-
мiрнiсть простору ознак до 2D методами PCA, T-SNE, UMAP, Isomap.

При використаннi методу головних компонент (рис. 1а) пояснювальна дис-
персiя становила всього 16,8%, що вказує на втрату великої кiлькостi iнформацiї
при такiй редукцiї. Щоб пояснювальна дисперсiя становила не менше 90% не-
обхiдно було б взяти 79 головних компонент, але це не дозволить вiзуалiзувати
данi.

На рис. 1б показано вiзуалiзацiю згенеровану t-SNE при значеннi перпле-
ксiї — 30. Даний параметр визначає баланс мiж врахуванням глобальної та
локальної структури даних. t-SNE не враховує геометричну структуру даних
високорозмiрного простору.

На рис. 1в представлено вiзуалiзацiю методом Isomap, а на рис. 1г методом
UMAP iз кiлькiстю сусiдiв — 10 (в обох методах) та мiнiмальною вiдстаню —
0,1. Маленькi значення параметра «n_neighbors» означають, що, намагаючись
оцiнити простiр, в якому розподiленi данi, алгоритм обмежується малим околом
навколо кожної точки, тобто намагається вловити локальну структуру даних.
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а) б)

в) г)

Рис. 1. 2D вiзуалiзацiя набору даних «DARWIN» методами: а) PSA, б) t-SNE,
в) Isomap, г) UMAP.

З iншого боку, великi значення змушують алгоритми враховувати точки у
бiльшому околi, зберiгаючи глобальну структуру даних, але упускаючи деталi.
Слiд зазначити, що метод UMAP є досить сильно варiативним.

Проаналiзувавши отриманi графiчнi результати можна стверджувати, що в
цiлому всi алгоритми вiдображають схожу кластерну структуру даних: класте-
ри не мають чiткого вiдокремлення, тобто їх границi розмитi. Наявнiсть великої
кiлькостi «граничних» об’єктiв буде знижувати ефективнiсть алгоритмiв кла-
стеризацiї та класифiкацiї.

3. Дослiдження застосування методiв редукцiї, для попередньої обробки да-
них. З метою пiдвищення ефективностi роботи методiв навчання з учителем
в данiй частинi буде дослiджено чи пiдвищиться точнiсть моделей застосова-
них до редукованого простору ознак. Дослiдження проведено для методiв най-
ближчих сусiдiв (kNN) [10] та опорних векторiв (SVM) [11]. Для порiвняльного
аналiзу гiперпараметри моделей взято за замовчуванням. Також попередньо
проведена стандартизацiя даних, тобто приведення всiх ознак до однiєї шкали
(Standard Scaler). В якостi iндексiв оцiнки ефективностi моделей взято середню
похибку роботи методу кросвалiдацiї при розбиттi даних на 5 сукупностей.

Проалiзувавши данi табл. 1 очевидно, що найефективнiшим методом попе-
редньої обробки для методiв найближчих сусiдiв та опорних векторiв є редукцiя
простору ознак t-SNE. Крiм того, для методу kNN ефективнiсть пiдвищувалась
завжди iз використанням будь-якого пiдходу редукцiї. Для методу SVC тiльки
одна технiка (t-SNE) покращила результат.
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Таблиця 1.
Оцiнка точностi моделей шляхом перехресної перевiрки.

Точнiсть
(стандар-

тне
вiдхилен-
ня) моделi

Без попе-
редньої
обробки
методами
редукцiї

Попередня
2D

редукцiя
ознаково-

го
простору
за PCA

Попередня
2D

редукцiя
ознаково-

го
простору
за t-SNE

Попередня
2D

редукцiя
ознаково-

го
простору
за UMAP

Попередня
2D

редукцiя
ознаково-

го
простору
за Isomap

kNN 0,64(0,12) 0,68(0,21) 0,85(0,14) 0,73(0,12) 0,73(0,11)
SVC 0,83(0,14) 0,69(0,19) 0,87(0,12) 0,75(0,2) 0,77(0,17)

4. Висновки та перспективи подальших дослiджень. Дане дослiдже-
ння є розвитком напрямку прикладного аналiзу даних [12–16].

Дослiджено ефективнiсть використання рiзних технiк (PSA, t-SNE, Isomap,
UMAP) редукцiї високорозмiрного ознакового простору даних, як для вiзуалiза-
цiї даних так i для застосування цих технiк до їх попередньої обробки. Зроблено
порiвняльний аналiз отриманих результатiв. Очевидно, що необхiдно застосува-
ти ряд рiзних технiк зменшення розмiрностi для визначення найефективнiшої
до кожної окремої прикладної задачi. Розроблена iнформацiйно-аналiтична си-
стема на мовi програмування Python та бiблiотек scikit-learn, umap-learn, що
реалiзує описаний пiдхiд. В якостi апробацiйної моделi обрано високорозмiрний
(451 ознака) набiр даних «DARWIN». В ходi експериментального дослiдження
для його вiзуалiзацiї всi технiки в загальному показали однаковий результат.
Найефективнiшим методом попередньої обробки даних виявився t-SNE, що по-
кращив точнiсть kNN на 21%, а SVC на 4%.

Отже, застосування сучасних технiк редукцiї може значно полегшити аналiз
та розумiння даних у машинному навчаннi, а також допомогти у побудовi бiльш
ефективних моделей та прогнозiв.

Перспективнi дослiдження полягають у дослiдженнi ефективностi застосу-
вання та поєднання рiзних технiк аналiзу даних та машинного навчання до
розв’язання прикладних задач.
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Learning.

Many modern datasets have high dimensionality, which can lead to issues such as model
overload, decreased data processing efficiency, and increased training time. Therefore, re-
searching the application of data dimensionality reduction techniques is an important task
for improving productivity and analysis speed. This work provides an overview and eval-
uation of the effectiveness of contemporary techniques for reducing the dimensionality of
high-dimensional feature spaces in data, aiming at data visualization and preprocessing.
To accomplish this, an information analytics system was developed in Python, that imple-
ments PCA, t-SNE, Isomap, and UMAP. The "DARWIN" dataset with 451 features was
selected as the test dataset. The experimental results showed similar data visualization
outcomes for all techniques overall. t-SNE proved to be the most effective data preprocess-
ing method for this dataset, improving the accuracy of kNN by 21% and SVC by 4%. The
obtained results demonstrate that modern data dimensionality reduction methods can con-
tribute to constructing more effective models and predictions. Future research will involve
evaluating the synergy between data analysis techniques and machine learning to address
specific applied problems.

Keywords: reduction, dimensionality reduction, data visualization, high-dimensional data.
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